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Abstract

Se consideran cuatro métodos para la estimacion de la tasa de contagio de virus, que ofrecen la
ventaja de proporcionar intervalos de confianza para la tasa y para el nimero de nuevas infecciones
ocurridas. Uno de estos métodos, propuesto en Thompson et al. (2013), es un método de
estimacion bayesiana, bien establecido en la practica epidemioldgica. De los modelos nuevos
propuestos aqui, es un modelo de espacio de estados, mientras que los otros dos modelos
propuestos se basan en la simulacion, partiendo de una modelacién condicional Poisson del proceso
infeccioso. Se discuten ventajas y dificultades de los métodos considerados, tanto desde el punto
de vista tedrico como desde el punto de vista del ajuste de pardmetros en la practica.

Introduccién

Durante la pandemia del COVID-19, la tasa efectiva de reproduccion “R” se ha convertido en una de
las principales herramientas de politica publica para el comprender la transmisién de la enfermedad
y, posteriormente, planificar. La importancia de esta métrica radica en su capacidad de estimar,
durante el periodo de infeccidn, cuantas personas susceptibles pueden ser contagiadas por una
persona enferma. Debido a este potencial, varios gobiernos (Zhao et al. (2020), Dickens et al. (2020),
“The R number ” (2020)), incluido el de Colombia, usan este valor para modular las restricciones de
movilidad de las personas con miras a evitar incrementos en las tasas de contagio que saturen la
capacidad hospitalaria.

Pese a su popularidad, no existe un criterio unificado para el calculo de esta medida y los modelos
actuales son sensibles tanto a los parametros bioldgicos de la enfermedad como al contexto social
donde se desarrollan (Adam 2020). Por tal motivo, este estudio tiene como objetivo el desarrollo de
cuatro modelos estadisticos para el calculo de la tasa efectiva de reproducciéon que capturan la
complejidad biolégica y social del comportamiento de la infeccidn.

De esta forma, se parte del modelo de Cori et al. (2013) que al ser extendido por Thompson et al.
(2013) e implementado en multiples paquetes estadisticos como Python o R, ha gozado de una
amplia popularidad en los tiempos de pandemia. Una vez se han analizado los supuestos, ventajas
y limitaciones de este modelo, este estudio propone tres modelos alternativos que, desde la teoria,
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corrigen las principales falencias del modelo previamente mencionado. Adicionalmente, el estudio
presenta ocho escenarios de pandemias simuladas donde los distintos modelos buscan estimar los
pardmetros tedricos. Este ejercicio permite realizar una comparacion empirica de las ventajas y
desventajas de la aplicacidon de cada modelo. Finalmente, una vez se ha concluido la evaluacidn
tanto tedrica como empirica de estos modelos, este estudio presenta los resultados de los calculos
de la tasa de reproduccién para los primeros cinco meses de la pandemia en Colombia.

Modelos de estimacion de las tasas de reproduccion

Esta secciéon tiene como objetivo describir desde la teoria y la calibracién, cuatro modelos
alternativos para la estimacidn de la tasa de reproduccion. Para tal fin, la seccidn se divide en tres
partes. La primera parte se enfoca en conceptualizar la tasa de reproduccién y los alcances de esta
definicidn. La segunda parte plantea dos de los modelos, los cuales parten del concepto del “tiempo-
desde-infecciéon” y mediante técnicas de series de tiempo estiman las tasas de reproduccion.
Finalmente, la tercera parte plantea dos modelos basados en procesos de simulacién estocastica a
partir de los cuales las dinamicas de contagio en la enfermedad son descritas y donde las tasas de
reproduccion se derivan via la calibracidn de estos modelos para ajustarse a los casos observados.

Tasas de reproduccion
Uno de los elementos mas importantes para comprender la evolucion de una epidemia es la tasa de
reproduccion. Este indicador busca medir cuantos individuos susceptibles pueden ser infectados por
una persona enferma durante el tiempo en que ésta se encuentra en un estado infeccioso. Ahora
bien, este valor se puede dividir en tres componentes (van den Driessche, 2017):

1. Duracion del periodo de infeccién.

2. Probabilidad que la infeccién pase de una persona infecciosa a una persona susceptible.

3. Numero promedio de veces, por unidad de tiempo, que un individuo infeccioso se

encuentra a un individuo susceptible durante el dia.

Esta descomposicidon permite evidenciar que este indice es influenciado por factores bioldgicos de
la enfermedad (que determinan por cuanto tiempo la persona es infecciosa y parte de la facilidad
en que la enfermedad pasa entre personas) y factores sociales (que determinan el tipo y frecuencia
de las interacciones entre personas). De ahi se derivan dos elementos relevantes para tener en
cuenta para la modelacién de la tasa. Por un lado, esta tasa varia segun el contexto y la idiosincrasia
de la poblacidn de estudio. Debido a esto, extrapolar valores a zonas geograficas distintas puede ser
inapropiado. Por otro lado, la variaciéon también es temporal y es afectada por elementos tales como
politicas de cuarentena, distanciamiento social y cambios en la poblacion susceptible.

Autores como Fraser (2007) y Cori et al. (2013) proponen diferenciar dos tipos de tasas de
reproduccion. La primera tasa, identificada como la tasa de reproduccion efectiva, R(t), estd
asociada a el nimero medio de personas que alguien que empieza su infeccidn en el dia ¢, infectara
si los tres factores previamente mencionados se mantienen constantes durante el periodo de
infeccion. Por otro lado, esta la tasa de reproduccion de caso, R (t), la cual busca medir el nimero
de personas que fueron infectados por alguien que termind su periodo de infeccién en el dia t . De
esta forma, el primer indicador tiene un énfasis prospectivo y de caracteristica contrafactual, a partir
del cual se plantean escenarios tales como: ceteris paribus la tasa de reproduccién es R(t), y por
ende, si no se ejercen cambios en el contexto social, el nimero de infectados que se estiman sera
X. Por otro lado, el R-(t) presenta un enfoque retrospectivo y de monitoreo a partir del cual se
puede visualizar, de forma directa, la influencia que han tenido cambios sociales (usualmente
impulsados por politicas publicas) en el desarrollo de la enfermedad. Finalmente, ambos indicadores



permiten entender si la epidemia se esta expandiendo (cuando estos indicadores son mayores a 1)
o se estd reduciendo (cuando estos indicadores son menores a 1). Hechas estas aclaraciones, las
siguientes secciones presentan los modelos mediante los cuales estos indicadores se van a medir.

Es preciso aclarar que, para los cuatro modelos que se presentan a continuacion, la definicidn
matemadtica asociada a un simbolo dado puede presentar variaciones. Sin embargo, esto se hace
para resaltar aquellas variables que definen mecanicas de transmisién analogas entre modelos.

Modelos de tiempo desde infeccidon

En esta seccion se presentan dos modelos basados en los calculos originales de Kermack-
McKendrick (1927). Esta estrategia de modelacion se elige dado que sus elementos son intuitivos
(Fraser, 2007) y han sido sistematicamente usados para la evaluacion de las epidemias mas recientes
(Thompson et al., 2019). Por tal motivo, el principal modelo de referencia de esta seccién es el
planteado por Cori et al. (2013) y extendido por Thompson et al. (2013) que sintetiza el estado actual
de esta serie de modelos. Dada su forma de estimacion, este modelo se va a denominar modelo
Bayesiano. Una vez sus elementos principales han sido descritos, se pasa a discutir las limitaciones
del modelo y proponer un modelo alternativo, denominado modelo Estado Espacio, y discutir sus
ventajas y limitaciones.

Modelo Bayesiano

Sea Iy(t) el numero de nuevos individuos infecciosos en el periodo (t) siendo un valor estocastico
que depende del numero de personas infecciosas en periodos anteriores, ajustado por el potencial
de estos individuos para infectar a alguien. De esta forma, se define la ecuacién de renovacién
como’:
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La ecuacion (1) debe entenderse como la esperanza condicional de Iy (t) dadas las cantidades de
nuevos infecciosos en periodos anteriores. A manera de ejemplo, de esta ecuacién surge la nocion
que, por una persona que se infectd hace 10 periodos (I (t — 10)), se espera que B(t, 10) personas
sean infecciosas el periodo t. Ahora bien, se considera que el factor de ajuste (¢, ), se puede
descomponer, de forma multiplicativa, en un factor que depende del tiempo, ¢(t), y el cual esta
influenciado por las caracteristicas sociales asociadas a la tasa de reproduccién, y un factor
dependiente del rezago, w (1), asociado netamente al comportamiento biolégico de la enfermedad.
De esta forma, se tiene que:

B(t,7) = p(H)w (1) (2)

A partir de la légica sugerida por Wallinga y Teunis (2004), este modelo interpreta w(t) como el
intervalo serial de la enfermedad. Es decir, w esta asociado a una distribucién de probabilidad donde
w (1) es la probabilidad de que transcurran T unidades de tiempo desde que una persona se vuelve
infecciosa hasta que una segunda persona, infectada por la primera, se vuelve infecciosa. De esta
interpretacién Wallinga y Teunis (2004) derivan que el niumero de personas que pueden ser
infectadas por un individuo es:

> A menos que se aclare lo contrario, los valores esperados presentados en este modelo son condicionados a
la historia. Sin embargo, esto no se hace explicito en la notacidon para evitar que esta se sobrecargue de
caracteres.
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Al combinar estas ecuaciones, se deriva que
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Finalmente, y siguiendo la l6gica de Fraser (2007),

R® = ) 0@®RE-7)  (6)
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Ahora bien, asumiendo conocimiento previo del intervalo serial de la enfermedad, el problema de
calibracién se reduce a la estimacion de E[Iy (t)].

Para tal fin, la estimacién Bayesiana asume que el nimero de casos infecciosos nuevos en el periodo
t + 1 sigue una distribucién de Poisson de media indicada por la ecuacidn (5). Adicional a esto, el
modelo asume que, condicional a estar en el periodo t, y por una ventana de tiempo w, la tasa de
reproduccidon no va a cambiar. Bajo estas premisas se tiene que:

t
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Ahora bien, asumiendo una distribucién a priori de R~Gamma(y;,y) donde y; es el parametro
de formay y, es el pardmetro de razén se obtiene un modelo gamma-Poisson donde

R(t)~Gamma(y1 Z Iyt),y, + Z Zw(r)IN(t —T)) (8)

t'=t-w t'=t-w 1=

Segln Fraser (2007), las principales ventajas de este modelo son la facilidad de sus calculos
especialmente de los intervalos seriales. Sin embargo, el calculo de estos genera problemas
conceptuales para la estimacion del R(t). Tal como lo plantea el autor, el célculo del intervalo serial
se ve afectado por las normas sociales. Debido a esto, asumir intervalos seriales fijos en escenarios
donde las interacciones entre personas han sido afectadas por politicas publicas puede afectar la
capacidad del R(t) de capturar estos cambios. Adicional al problema conceptual, la necesidad de
determinar una ventana de estimacion w genera una suavizacidn forzada en la cual diferentes
periodos se promedian. Por esta razén, R(t) no captura exclusivamente la capacidad de infeccion
de un dia determinado, sino que incluye, por construccién, una mezcla de estos valores en los
periodos anexos.

Modelo de Estado-espacio

Buscando solucionar las dos limitaciones planteadas por el modelo anterior, el modelo de Estado-
espacio redefine las ecuaciones (1)-(6) para generar un célculo en el cual w(7) capture Unicamente
los componentes biolégicos de la enfermedad, y luego pasa de una estimacion estadistica Bayesiana



a una basada en series de tiempo conocida como modelo estado-espacio para evitar los problemas
generados por la ventana de estimacion.

Sea #,c una funcion de probabilidad, donde #;,,.(t) es la probabilidad de que un individuo se tome
t dias desde que fue expuesto a la enfermedad hasta el inicio de una etapa infecciosa. De la misma
manera, sea ¢ una funcion de probabilidad acumulada, donde Fj,f(t) es la probabilidad que
una persona sea infecciosa por, a lo mas, t periodos. A partir de estas definiciones, sea

t
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En (9) se estd redefiniendo w(t) siendo la probabilidad de que una persona que fue infectada hace
t periodos, continte siendo infecciosa el dia de hoy. Mas aun, Q = Y72, w(7) es el tiempo esperado
en que una persona dura siendo infecciosa®.

Hechos estos ajustes, se tiene que, la ecuacidén 1, se modifica para considerar los tiempos de
incubacién y se define como
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en donde hay una relacién directa entre el potencial nimero de infectados y el potencial de
infeccidn de las personas infectadas en el pasado. La parte izquierda de la ecuacién usa la légica de
Wallinga y Teunis (2004) para estimar a partir de las personas que empiezan a ser infecciosas en el
periodo Iy (t + T), cuantas tuvieron un periodo de incubacidn t; i.e. cuantas personas adquirieron
la enfermedad el dia t. Por otro lado, la parte derecha de la ecuacién muestra cuantas personas
fueron infectadas el dia t por alguien que empezé a ser infeccioso el diat — 7.

Al combinar estas ecuaciones, se deriva que
R(e) = FZE Fme Dl (¢ + 0]
S, @Iy — 1)
Ndtese que este resultado presenta caracteristicas andlogas al modelo Bayesiano. En este caso, y
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acorde al concepto, R(t) estd asociado a la tasa de contagio en un dia dado,

multiplicada por el nimero de dias que la persona puede infectar, en promedio, (.

E [Zl Finc@DIy(E+1)| = %; w(@)Iy(t—1) (5"

Ahora bien, para calibrar este modelo, se asume, al igual que en el caso anterior, que el proceso de
contagio es Poisson de media dada por la ecuacién (5).
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Sin embargo, en vez de calibrar este modelo en un marco Bayesiano, se considera el siguiente
modelo de estado espacio no Gaussiano (donde la funcidn de enlace es, naturalmente Poisson).Para
el caso del modelo Poisson, la funcién de enlace (link function) permite modelar la variable
dependiente (nimero de nuevas personas infectadas) como la realizacién de una distribucion de
Poisson cuya media esta en funcién de las variables de interés, en este caso, las nuevas personas
infectadas de los periodos pasados tal que:

6 Esta afirmacién es una conclusidn directa de la convolucién sobre la funcién de supervivencia.
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De esta forma, el modelo se puede resumir en:
Ecuacion de observacion:

E ; Frnc(OIn(t +1)| = et <; w(@)Iy(t - T))

Ecuacidén de transicidn:

A1 = Cp + Tear + Reme
Donde c; es un vector conocido y a menudo omitido. T; y R; son sistemas de matrices descritas
anteriormente que dependen de parametros desconocidos. Igualmente 7n,~N(0,I;) vy
a;~N(aq, Py).
De manera explicita,
Azp41 =1
Agt+1 = Azt T Az p41 + N1t
341 = A3+ M2
que describe un modelo con pendiente estocastica (Harvey, 1990) (con término estocasticon;. )y
para el cual los parametros no especificados: o, y 0, se calculan via maxima verosimilitud.

Ahora bien, para adaptar esta técnica al modelo epidemioldgico, se tiene que,
R(t) = e*2tQ (10)
Y R.(t) se calcula a través de la ecuacién (6) ajustada por (1:

7 Nétese que la varianza del prior de @41 es 0 porque este parametro no se desea que cambie en la
regresion. De hecho, se desea que sea 1 desde el inicio y se mantenga. La varianza grande de los otros
valores se da para resaltar que no se asume informacién especifica sobre el prior, ddndole oportunidad al
modelo de ajustarse rapidamente a los datos. Finalmente, y, describe R de la literatura epidemioldgica,
pero se le da la libertad de variar para ajustarse al contexto especifico del area de analisis.
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Como se puede observar de la deduccion expuesta, este procedimiento de estimacion logra los
mismos resultados que el modelo Bayesiano, evitando los dos problemas teéricos mencionados en
la seccidn anterior. Ahora bien, esta propuesta trae consigo un nuevo reto, ya que se cambia la
necesidad de conocer el intervalo serial por el requisito de conocer o estimar la distribucién de los
tiempos de incubacién y de infeccién. Por tal motivo, si bien desde la teoria este modelo presenta
mejoras con respecto al modelo anterior, en la prdctica, su eleccion estd condicionada a informacion
gue se tenga sobre estas caracteristicas de la enfermedad.

Modelos de simulacion de eventos

Los dos modelos planteados en la seccidn anterior coinciden en calibrar un proceso de Poisson a
partir del cual se modela el contagio. Sin embargo, en vez de profundizar en la dinamica del proceso,
estos modelos reducen el proceso a una ecuacion de enlace entre la secuencia histérica de las
observaciones. Por tal motivo, en la presente seccién se cambia el enfoque y se presenta un andlisis
centrado en la modelacién del proceso. En este punto, el reto pasa de ser estadistico a
probabilistico, y debido al componente de simulacidn entran a ser relevantes consideraciones como
la capacidad computacional que demanda la estimacidn de pardmetros y los retos asociados con la
calibracion de éstos. El primer modelo planteado en esta seccidn presenta una dindmica general,
cuyo ajuste puede poner fuertes demandas sobre la capacidad computacional. por lo que el
segundo modelo limita al primero en sus primitivas desarrollando soluciones analiticas que reducen
los tiempos de calibracidon. De esta manera, el primer modelo se denomina Poisson General,
mientras que el segundo se denomina Poisson Exponencial dadas las caracteristicas de las
restricciones adicionales.

Modelo Poisson General

Buscando una notacién consistente con la seccidn anterior, se definen las siguientes entidades y
eventos:

I(t) := el nimero de personas que estan en una etapa infecciosa en el periodo t.

Iy (t) == el nimero de personas que estan en una etapa de infeccién en el periodo t pero que no
estaban en una etapa de infeccién en el periodo t — 1 (i.e. nuevos casos infecciosos).

E(t) := el nimero de personas que estdn en una etapa incubacién en el periodo t.

Ey (t) :== el nimero de personas que estdn en una etapa de incubacién en el periodo t pero que no
estaban en una etapa de incubacion en el periodo t — 1 (i.e. nuevos casos expuestos).

Se asume que el tiempo de incubacion distribuye F;;,., y el tiempo de infeccion distribuye Fiyf,
donde estas distribuciones son independientes del tiempo y de los individuos.

B(t) = el numero esperado de personas que un individuo infeccioso contagia en un dia t8.

8 Se elige B(t) pues es similar en concepto al parametro homénimo definido en la seccién anterior. Sin
embargo, en este caso, no se pone el rezago ya que su valor esta asociado al potencial de un individuo en el
periodo t y no al potencial de infeccion de individuos en el pasado que todavia pueden ser infecciosos en el
periodo t.



Descripcion del proceso de contagio desde el punto de vista del evento
Inicie el proceso con Ey (0) > 0 individuos expuestos; VT = 1,1(t) = Iy(t) = E(t) = 0;yseat =
0.
Paso 1:
Vi € {1..,Ey(t)} genere dos realizaciones X, (i), Xinf (i) de las distribuciones Fiye y Fins
respectivamente, y actualice los valores de:

e E(h)->E(h)+1paratodohe{t+1,..,t+ X;,.(D)}

o I(t+ XD+ > Iyt + X (D +1D)+1

o I(R) »>I(h)+ 1paratodoh € {t + X () + 1, .., t + Xine (D) + Xinp (D)}

Paso 2:

Actualice Ey (t + 1) como la realizacidn de una variable de Poisson con media B(t)I(t).

Paso 3:

Actualicet = t + 1 e itere desde el paso 1.

Finalmente, para hacer los cdlculos de las tasas andlogas a la seccidén anterior, se define 2 como el
valor esperado de F;, . De esta forma,

R(t) = B(OQ ")
Re(®) = ) 0@OR(E—1) 6"
7=1

Calibracion del proceso:

Dadas las distribuciones F;,. y Finr y el nimero de casos expuestos iniciales Ey (0), surge el reto
de calibrar a través de los datos, los valores asociados a B = {#(1), (2), ..., B(T)}. Esta calibracién
se hace en dos partes. La primera parte desarrolla el criterio de ajuste y la segunda corrige por
problemas asociados al sobreajuste de la serie.

Paratodot € {1, ...,T}, sea m el nUmero observado de personas que empiezan a ser infecciosas
en el periodo t. Por otro lado, sea f(x: B) la fracciéon de simulaciones del proceso Poisson donde
Iy (t) = x dados los pardmetros B. De esta forma la log-verosimilitud® asociada a la realizacion de
la serie de infeccidn es

T
11(B) = Z In (f (v (®:B)) (1)
t=1

En principio, seria posible estimar directamente el estimador de maxima verosimilitud a partir de la
ecuacion (11). Sin embargo, dada la estructura de los datos, este método tiende a sobreajustar el
modelo y por ende cualquier error en la observacién es asumido como un valor del modelo. Por tal
motivo es preciso ajustar la verosimilitud por un factor de regularizacién de los §(t) que evite el
sobreajuste. Para este objetivo, se propone la siguiente metodologia. Definase la funcion de costo:

1o [BE-1) B-2)\°
C(/’l;B)=—ll(B)+T_2;< 0 —ﬁ(t_1)> (12)

De esta forma, a mayor valor de A, la funcién genera un mayor costo por cambios de orden no lineal
y que puedan ser debidos a sobreajustes. Por ende, condicional al 4, se tiene que:
Bopt (1) = argMin(C(%; B)) (13)
B

9 La funcién de log-verosimilitud presentada es una aproximacion dada a partir del nimero de simulaciones
que se hagan del proceso. No obstante, dada la ley de los grandes niumeros, es conocido que esta
estimacion converge a la verosimilitud del proceso.



Finalmente, si bien el factor de regularizacion A es un meta parametro, es posible sugerir un criterio
de eleccién de este. Notese que, bajo el supuesto que el proceso generador de datos es Bopt()l),
entonces

2 (1 (Bope (@) = 1 (Bape @) ) ~1 (14)
La ecuacion (14) proviene de tratar, para algun A candidato, B, (1),t <T, como el vectorde [(t)
verdadero y observar que, cuando se calcula la verosimilitud para Bom(O) se esta maximizando

libremente en un universo de T parametros y usar el teorema de distribucidon de cociente de
verosimilitudes. Para introducir suavizamiento, se usa un criterio de selecciéon asociado a una

probabilidad alta p, por ejemplo, 95%, y se elige A,,; entre los que cumplan 2 (ll (Bopt(l)) —

Il (Bopt(lopt))) < xrzr,o_% (mientras mas cercano esté el lado izquierdo de la desigualdad al cuantil

95% de una x4, mayor es el suavizamiento introducido). Conceptualmente, este criterio permite
identificar el factor de regularizacién que da cierto peso a la suavizacién (reduciendo el sobreajuste),
sin permitir un distanciamiento estadistico significativo entre la serie observada (que se obtiene en
el modelo completamente sobre ajustado), con la serie estimada.

Modelo Poisson Exponencial
Si bien el proceso de Poisson General permite la inclusion de multiples funciones de distribucion, el
proceso de simulacidon puede requerir una gran capacidad computacional y depende de grandes
muestras para que las aproximaciones hechas en el proceso de calibracidn tengan valor estadistico.
Debido a estas limitaciones, en la presente seccion se particulariza el modelo anterior para poder
generar soluciones analiticas que preserven la mayoria del potencial del modelo de simulacién
reduciendo la demanda computacional. Para tal fin, se hacen las siguientes modificaciones.
T, = Sea e~ "1 |a probabilidad que una persona que esté incubando el virus en el periodo t pase a
ser infecciosa en el periodo t + 1.
T, '=Sea 1 — e™"2 la probabilidad que una persona que esté infecciosa en el periodo t deje de serlo
en el periodo t + 1.
Conceptualmente, estas dos funciones limitan F;,. y Fins a dos procesos con propiedad de no
memoria. A partir de este cambio, las siguientes derivaciones surgen de forma directa:
E[I(t)] = e 2E[I(t — )]+ (1 —e ™)E[E(t—1)] (15)
E[E®)] =Bt — DE[I(t — 1]+ e E[E(t—-1)] (16)
Elly(®)] = (1 - e ™)E[E(t — 1)] (17)
E[Ey(0)] = p(t — DE[I(t — 1)] (18)

De esta forma, una vez se definen las condiciones iniciales, las ecuaciones 15-18 describen la
dindmica del sistema y permiten calcular rapidamente el estado de este en cualquier periodo.
Mas auin, dado que el proceso es aditivo y sin memoria, Iy (t + 1)~Poisson(E[I(t)]). Finalmente,

dado que este proceso es una instancia especifica del Poisson General, las ecuaciones (4”)

y (6”") siguen describiendo la generacién de las tasas de reproduccion.

Calibracion del proceso
Dado los resultados analiticos de la seccion anterior se puede calcular la log-verosimilitud de la serie
asi:

T
I1(B) = Z(E[l(t)] In(Iy®) — E[I(®)] — In([y (D)) 119
t=1



De este punto en adelante, las ecuaciones (12)-(14) se mantienen como en el modelo Poisson
General.

Generacion de intervalos de confianza

A diferencia de los modelos de tiempo-desde-infeccién, los modelos de simulacién no traen una
férmula incluida para la generaciéon de intervalos de confianza sobre los parametros estimados. Por
esta razén, se ha implementado un procedimiento del calculo de estos intervalos basado en la
técnica de remuestreo (Bootstrap). Para ese estudio, el remuestreo es una adaptacion de la técnica
planteada por Davison y Hinckley (1999).

Como antes, parat =1, ...,T, I,T(?) representa el nimero de individuos infecciosos observados a
tiempo t e Iy(t) es el nimero correspondiente obtenido al minimizar el costo dado en la ecuacion
(12). Para cada t en el rango dado, definimos el residuo

e(t) = Iy@®) — Iy(®) (19)
Paraunenterov >0, yv <t < T — v, se define el promedio local (mdvil)
t+v
_ 1 __
MO=7—7 ) ® (20)
T=t—-v
y el estimador local de varianza
1 t+v
_ _ 2
$O=5- > (KO- LO) @1
T=t—-7v

Para todas las simulaciones presentadas en este estudio, v se fijo a 2. Sin embargo, distintos
ejercicios hechos por el equipo de trabajo mostraron que la estimacion es robusta a cambios en este
pardmetro.

Para los valores extremos de t, las ecuaciones (20) y (21) se adaptan omitiendo los términos
necesarios. Como la serie de Iy (t) es heterocedastica, los residuos se estandarizan haciendo

r(t) = e(®)/s(t) (22)

El remuestreo procede de la siguiente manera. El entero by (tipicamente T = 1000) denota el
numero de realizaciones del remuestreo. Para cada b en 1, ..., by se muestrea 1, (1), ..., 15 (T) al
azar, con reemplazo, de {r(1),...,r(T)} y asi se determinan las observaciones de la b-ésima
muestra bootstrap como

Ip@) = Iy@®) + r(O)s(t) (23)
A partir de los I;/(\t) se ajusta nuevamente el modelo, usando otra vez (11) y (12), obteniendo, de
esa manera, para cada para cada t, un estimador [;(t). Para cada t, la coleccién de estimadores
17 (t), ..., I5(t) permite extraer cuantiles que definen el intervalo de confianza para Iy (t).
Finalmente, para cada una de las muestras de Bootstrap se procede a hacer la estimacion de los
pardmetros del modelo de contagio. Nétese que cada etapa de la estimacién de los datos del
proceso es continua y, por ende, al aplicar el teorema de la envolvente, las propiedades de los
diferentes S(t) generados por el remuestreo son apropiadas para definir los intervalos de confianza
a partir de las mismas.

Analisis de simulacion

Esta seccidon compara los modelos descritos a partir de la calidad de su ajuste sobre ocho escenarios
tedricos asumiendo formas funcionales del R(t) que han sido simulados siguiendo la légica del
proceso de infeccidon. Las simulaciones provienen de un modelo discreto en el cual los individuos



pasan de una etapa de incubacidn a una de infeccidn en el siguiente periodo con probabilidad Fj;,,
y de una infecciosa a una no infecciosa con probabilidad F;;, r. Ademas, siguiendo el planteamiento
del Modelo Poisson General,

Ey(t+ 1)~P0isson(ﬁ(t)l(t)).

De este modo, se simulan series de incidencia Iy dada una serie de transmisibilidad B(t) o
equivalentemente, de una serie de nimeros de reproduccion R(t).

La seleccion de hiperparametros de suavizacidn (ventanas temporales para el modelo bayesiano, y
A para el Poisson General) fue realizada a partir de inspeccién visual. Al final de esta seccidn se
presentan las observaciones pertinentes a este proceso.

Adicional a lo anterior, los pardmetros usados para estas simulaciones fueron:
1. Ventana del modelo Bayesiano: 7
2. Numero maximo de rezagos: 7 en las ecuaciones (7) y (7’)
3. Parael proceso de simulacion, Fj,, ¥ Fi,r se estiman como distribuciones geométricas con
pardmetros 2 y 7 respectivamente.
a. Dado el truncamiento en el nimero de rezagos para los modelos de series de
tiempo, solo los primeros siete valores de las distribuciones son tenidos en cuenta
y sus probabilidades son estandarizadas tal que las probabilidades sumen 1 vy las
medias se mantengan.
b. El intervalo serial se calcula de las distribuciones Fiy,. ¥ Fir originales y luego de
esto se hace el truncamiento y la respectiva estandarizacion.

Finalmente, el modelo Poisson general no hace parte de las simulaciones dado que la
capacidad computacional requerida hace que, para una serie suficientemente larga, la
calibracion pueda tardar varias horas o incluso dias, haciéndolo virtualmente indtil para
decisiones de politica publica. Por tal motivo, los modelos representados son Bayesiano,
Estado Espacio y Poisson exponencial .

Escenarios de simulacion
Con el fin de profundizar en las caracteristicas de cada modelo, se han planteado una serie de
simulaciones que buscan modelar diferentes dinamicas de transmision. En la practica, la verdadera
serie R(t) corresponderd a una combinacién de algunas (y mas) de las dindmicas bdsicas. Sin
embargo, estudiar estos casos por separado permite visualizar las ventajas y limitaciones de cada
modelo. Los escenarios considerados son:

1. R(t) constante.
R(t) linealmente creciente.
R(t) linealmente decreciente.
R(t) escalonada creciente.

vk W

R(t) escalonada decreciente. Esta simulacion se asemeja a los resultados obtenidos por
varios modelos ajustados a la epidemia de COVID-19 en Colombia hasta el mes de abril.

o

R(t) constante a excepcidn de dos grandes picos de infeccion.
7. R(t) se desvanece abruptamente.



8. La serie observada de incidencias presenta valores bajos con respecto a su valor esperado.

A continuacién, se presentan las series estimadas en cada uno de los casos. También la serie de
nuevos infectados correspondiente a cada simulacién, y su valor esperado dados los parametros de
la simulacién (graficas del lado izquierdo).
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B00-

(=]

(=]

(=]
:“::,

P

Incidencias

=y

2

R(t)

=y

=T
—
rd

%]
(=]
=

0- 0 20 30 40 50
0 10 20 30 40 50 t
t
— Bayesiano — Poisson
— Iy — Elln] — Estado-Espacio — Tedrico
Figura 1 Figura 2

En este primer escenario se puede observar como el modelo Poisson exponencial es el Unico que
desde el principio captura la tendencia de la serie, mientras que los otros dos modelos toman mas
tiempo en ajustarse a la serie tedrica. Asi mismo es importante notar como los tres modelos
subestiman el valor real, siendo el modelo Poisson el que mayor subestimacién presenta.



Escenario 2 R(t) linealmente creciente
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En el segundo escenario nuevamente se aprecia la sensibilidad del modelo de estado espacio el cual
reacciona rapidamente a choques de la realizacion de casos. Por su parte, el modelo Bayesiano
tiende a resistirse a los cambios y por eso sistematicamente subestima el valor correcto.
Nuevamente el valor mds cercano es el registrado por el modelo Poisson exponencial aunque sigue
subestimando en gran parte del periodo el valor tedrico.

Escenario 3 R(t) linealmente decreciente
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A diferencia de los anteriores escenarios, el escenario 3 inicia con un potencial de infeccién alto lo
cual genera muchos casos desde el inicio y hace que los modelos se ajusten rapidamente. Dicho lo
anterior, es notorio como en tramos lineales el modelo Poisson exponencial presenta mejores
resultados que los anteriores. En este caso el modelo Poisson exponencial no registra
subestimaciones del indicador con excepcion del inicio del periodo.



Escenario 4 R(t) escalonada creciente
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El escenario 4 puede entenderse como la salida de una cuarentena ya que inicia con tasas de
contagio bajas y de repente los factores sociales asociados al contagio desaparecen. En este caso el
modelo de estado espacio es el primero en ajustarse al cambio. El modelo de Poisson exponencial
también se ajusta, pero dada la regularizacidn que necesita, este ajuste no es suficiente. Finalmente,
el modelo bayesiano se ajusta, pero toma bastante tiempo para hacerlo. Sin embargo, después del
cambio estructural se observa que el Bayesiano y Estado-Espacio estdn mas cerca de los valores
tedricos que el modelo Poisson-exponencial.

Escenario 5 R(t) escalonada decreciente
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A la inversa del escenario anterior, para el escenario 5 se tiene un modelo Poisson-exponencial que
se ajusta rapidamente, seguido por el de estado espacio y finalmente el bayesiano. Igualmente, el
modelo Poisson-exponencial se ajusta casi perfectamente en términos de nivel al modelo después
del cambio estructural al cabo del periodo 25. Es importante notar que en aquellos escenarios donde
los R(t) inician altos, el ajuste es sistematicamente mejor, en particular en los modelos de
simulacidn. Esto naturalmente se asocia a que, a mayor numero de casos, la distribucién de Poisson-
exponencial se aleja de los valores 0 que pueden generar ruido en la iteracién del algoritmo de
simulacién.



Escenario 6 R(t) constante a excepcion de dos picos de infeccion
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El escenario 6 se usa para resaltar aquellos eventos particulares donde, debido a una manifestacion
o un evento inesperado, R(t) se incrementa inesperadamente y luego retorna al estado base. En
este caso el modelo Bayesiano presenta desventaja ya que suaviza la serie demasiado y no le
permite identificar dichos picos, el modelo estado-espacio presenta un valor inicial muy por encima
del tedrico y tampoco logra ajustarse a los picos, inclusive teniendo picos mds altos en otros
periodos donde no los hubo. El modelo Poisson exponencial se ajusta mejor a los niveles observados
y predice mejor los picos.

Escenario 7 R(t) se desvanece abruptamente
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En el escenario 7 presenta los mismos resultados que el escenario 5.



Escenario 8
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Finalmente, el escenario 8 muestra como ante realizaciones del proceso que estuvieron por debajo
de la realizacion media con excepcidon del modelo Estado-Espacio que registra valores al inicio del
periodo superiores al observado tedricamente, esto se debe a los valores pequefios en el nimero
de casos.

Meétrica de evaluacién: Error Porcentual Absoluto Medio (MAPE)

Se utilizara la métrica de El error porcentual absoluto promedio para comparar el valor teérico de
R(t) con su estimacidn segun cada uno de los modelos. Esta escogencia se debe a la interpretacion
intuitiva de sus resultados, y a su robustez con respecto a cambios en la magnitud de R(t) a lo largo
R(t) -R()

del periodo de observacion. MAPE(R,ﬁ) = % Y | o)

La figura 17 resume la calidad del ajuste de cada modelo a cada uno de los escenarios
propuestos. Se omite la representacion de los casos en los cuales el MAPE del
R(t) estimado con respecto al tedrico superaba un 200% para aumentar la resolucidn de
los resultados mas relevantes.
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Discusion
El modelo bayesiano es estable, prueba de ello es su buen ajuste en el escenario 1 donde R(t) es
constante. Sin embargo, esta misma cualidad hace que su desempefio en los escenarios 2 y 3 de
tasa de infeccidén creciente y decreciente linealmente no sean los mds deseados. Adicionalmente,
este modelo cuenta con un intervalo serial constante que requiere una ventana fija de tiempo de
infeccion, dicha ventana es un hiperparametro. Sin embargo, este rasgo regularizador también
ocasiona un retraso proporcional en la identificacion de cambios, como se observan en los
escenarios escalonados (4 y 5).
Por otro lado, el modelo Estado-Espacio reacciona rapidamente a los cambios, sin embargo, tiene
un leve rezago como se observa en los escenarios 5, 6 y 7. Lo anterior, se debe a que la variable
dependiente considera tiempos de incubacién a futuro. Asi mismo, un aspecto trasversal a las
simulaciones es la alta inestabilidad que se presenta durante la fase inicial. Una solucidén a la
inestabilidad mencionada previamente es empezar el ajuste luego de un pequefio rezago. El modelo
es capaz de ajustar la tendencia de todos los escenarios propuestos, no obstante, su tendencia
nunca es suave y esto se debe a la falta de un pardmetro regularizador.
Finalmente, el modelo Poisson-exponencial es el que se ajusta mas a los datos como lo muestra el
analisis MAPE menos uno de los escenarios planteados. Sus principales ventajas incluyen:
1. El ajuste visual del parametro de regularizacién permite al investigador calibrar la suavidad
del estimador conforme a su visidn holistica de la realidad de la epidemia.
2. Sucapacidad de reaccidn a cambios subitos se complementa con un ajuste, también preciso,
de tendencias suaves (escenarios 2 y 3).
3. Aunque con cierto rezago, el modelo describe la epidemia correctamente aln en casos de
bajas incidencias (escenario 8).
4,
Finalmente, dado que la optimizacién del modelo es heuristica, su complejidad computacional es
considerablemente mayor a la de los demas modelos expuestos. Esta se ve agravada por la
necesidad de producir resultados bajo varios niveles de regularizacion.



Comentario sobre el pardmetro de regularizacion

Asumiendo que se escoge el modelo Poisson-exponencial por las ventajas sefialadas anteriormente,
la seleccidn del parametro A, que controla la suavidad de la serie R(t) estimada, implica un reto
para el ajuste de este modelo como se sefiala anteriormente. Para motivar este punto, se ajusto el
modelo bajo varias configuraciones de regularizacion a los escenarios discutidos. La siguiente figura
muestra las series estimadas por el modelo con regularizacidon ajustada visualmente y dos
alternativas; la primera tiene 4 = 0 (denominada “Poisson 1”), y la segunda tiene un valor
extremadamente alto (denominada “Poisson 2”).

Escenarios 1y 4
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De estas graficas hay dos elementos claves a resaltar. Por un lado, esta el hecho que algunos
pardmetros de calibraciéon pueden cambiar significativamente la tendencia de la serie, como se
aprecia en el escenario 1. Por otro lado, se observa como el parametro A ayuda para que la serie
evite ser fuertemente afectada por el ruido de los datos, sin embargo, la eleccién de este puede
generar problemas de sobre- o subestimacion sistematica.

De esta forma se concluye que este tercer método requiere ser usado con precaucién. Por una parte,
si el investigador tiene un conocimiento robusto sobre las tendencias de la infeccién y las usa para
elegir un parametro de suavizamiento informado, el método resulta ser bastante prometedor. No
obstante, si el investigador desea hacer una exploracién inicial de los datos, el método puede causar
errores significativos.

Caso de estudio: Colombia

A partir de los datos de vigilancia epidemiolégica publicados por el Instituto Nacional de Salud de
Colombia, los tres modelos (Bayesiano, Estado Espacio, y Poisson Exponencial) se ejecutaron para
entender la evolucidon de la enfermedad desde su inicio en Colombia hasta el 15 de Agosto del 2020.
Para estos ejercicios se usaron'’:

10 Otras configuraciones de pardmetros fueron consideradas, pero los resultados no presentaron cambios
significativos.



1. Ventana del modelo Bayesiano: 5
Numero maximo de rezagos: 7 asociados a intervalo serial, 15 asociados a infeccion y 5
asociados a incubacion

3. Fipc~Gamma(3.16,5.16)'1, F;,~Weibull(24.20,2.98)'2y el intervalo serial se considera

Weibull(2.23,5.42)13

4. Para el Poisson Exponencial se usaron las medias correspondientes a distribuciones
anteriores.

5. El parametro de suavizamiento elegido sigue un criterio de ajuste y? de 0.001.

6. Los intervalos de confianza de las graficas fueron hechos a 95%.

Resultados

R efectivo
Periodo Marzo 1 - Abril 15

3 -
2 -
1 -
Modelo

Bayesiano

Estado espacio
3- Poisson exponencial
2 -

Mar 15 Apr 01 Apr 15
Fecha de inicio de sintomas

Figura 20

La figura 20 resalta la tasa efectiva a inicios de la pandemia. En este caso, los modelos
consistentemente muestran una fuerte reduccién del R(t) en la segunda quincena de marzo. Este
evento se asocia con la primera ola de cuarentenas en el pais. Se aprecia como coinciden los
métodos de estado espacio y bayesianos sugiriendo claramente una tasa que llegé a estar alrededor
de niveles de 1. Desafortunadamente, en estos valores iniciales, el modelo Poisson Exponencial
presenta mucho ruido de los datos, y por ende su interpretacion no puede darse de forma directa.
Aun asi, el modelo permite dar una cota superior al valor real asociado al R(t).

11 Gao et al. (2020)
2 ing et al. (2020)
13 Nishura et al. (2020)



R efectivo
Periodo Abril 15 - Junio 15

3 -
2 -
1 -
Apr Jul
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Bayesiano
Estado espacio
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15-
12-
0.9-
Apr 15 May 01 May 15 Jun 01 Jun 15

Fecha de inicio de sintomas
Figura 21

La figura 21 en contraste muestra una etapa de transicién de cuarentenas totales a cuarentenas
sectorizadas tanto espacial como ocupacionalmente y por estructura tarea de la poblacion. En esta
etapa se resalta el cardcter oscilatorio de la tasa de infeccién, y donde se muestra que hubo un
aumento significativo alrededor del primero de mayo posiblemente motivado por ser el periodo
donde se hicieron varios cambios sobre las restricciones de las personas cuarentena (Republica, P.
(2020a), Republica, P. (2020b), Republica, P. (2020c)).



R efectivo
Periodo Junio 15 - Agosto 15

3 -

2 -

1 -

Modelo
Bayesiano
1.75- Estado espacio
150- Poisson exponencial
1.25-
1.00 -
0.75-
Jun 15 Jul 01 Jul 15 Aug 01 Aug 15

Fecha de inicio de sintomas
Figura 22

Finalmente, la figura 22 muestra un periodo relativamente estable, pero con unos picos especificos
asociados al 19 de junio y 3 de Julio (dias que en el pais hubo una exencién del IVA a multiples
productos y por ende mucha gente salié a las tiendas a comprar). Se hace importante resaltar como
el modelo de estado espacio es el que mejor identifica estos picos, mientras que el modelo
bayesiano suaviza la curva impidiendo visualizar estas politicas. Dicho lo anterior, el modelo de
estado espacio también identifica otros picos que pueden estar asociados a otros eventos
puntuales, pero también pueden estar relacionados a ruido numérico. Para determinar cual de los
dos escenarios es, se requiere un estudio mas detallado de los eventos politicos, econdmicos y
sociales del pais en estos dias.

Conclusiones

La tasa efectiva de reproduccidn es un elemento clave para el desarrollo de politicas asociadas a la
prevencion y mitigacién de la pandemia. Sin embargo, su estimacién requiere de conjuntos de
supuestos los cuales pueden variar entre enfermedades y contextos sociales. Por tal motivo este
estudio se ha enfocado en entender las implicaciones, alcances y limitaciones de cada uno de estos
supuestos y a partir de estos generar tres nuevos modelos que mejoren la estimacion de esta tasa.
Tras haber realizado los ejercicios de simulacidn, es posible evidenciar como no existe un modelo
que a-priori sea mejor que los demas y por tal motivo se recomienda el uso de varios de éstos
(haciendo explicitos los supuestos que tienen), para dar a los encargados de la politica publica una
informacidon completa, la cual pueda ser interpretada por el criterio de expertos para tomar las
decisiones correspondientes. Finalmente, si bien los resultados presentados en el caso de estudio,
interpretados a la luz de la simulacién, permiten apreciar eventos asociados al analisis de la
pandemia en Colombia, es clave notar que existen multiples meta-parametros que alimentan estos
modelos, tales como la distribucion del periodo de infeccidén o de incubacidn. Por tal motivo, si bien



estos modelos permiten hacer mediciones que parten de una perspectiva estadistica, es importante
avanzar en estudios asociados a la biologia del virus que ayuden a calibrar de manera precisa estos

valores.
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